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AI による外観検査
情報通信研究部

コンサルタント 橋本　大樹

1．はじめに

　人手不足の深刻化や働き方改革が叫ばれる中、
製造現場における製品検査の省人化は重要性を
増している。またWith/Afterコロナの世界にお
いて、新型コロナウィルスの感染症対策として
も、その重要性は今後ますます拡大していくと考
えられる。そのような状況の中、近年大きく発
展を遂げている深層学習（ディープラーニング）
をはじめとした人工知能（Artificial Intelligence、
AI）による製品検査の自動化は注目すべき技術
と考える。
　本稿では、はじめに AIや機械学習、ディー

プラーニングについて概説する。その上で、AI

による外観検査の現状および AIの普及拡大に
向けて注目される技術の一端について、当社で
の研究開発事例を交えて紹介する。

2．AI と機械学習、ディープラーニング

　筆者の考える AIと機械学習、ディープラー
ニングの間の関係性を図表1に図示する。AI（の
中でも特化型 AI）を実現するためのアプローチ
に応じた手法の区分の1つが機械学習であり、さ
らにその機械学習の具体的な1手法がディープ
ラーニングである。ただし人によりルールベー
ス手法が AIに含まれるか等、図に示した関係

図表1　AI と機械学習・ディープラーニングの間の関係性

（資料）みずほ情報総研作成
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性と定義や認識が異なることがある。本章では、
AI、機械学習、ディープラーニングについてそ
れぞれ概説する。

（1）AI
　AIには様々な定義があり、専門家においても
その立場により定義に差異があるものの、その
目的の観点から大まかに汎用 AIと特化型 AIの
2種類に分類することが出来る。
①　汎用 AI

　汎用 AIは、特定の分野・用途に限定される
ことなく、様々な課題を処理可能なシステムの
ことをさす。例えば、SF小説の中に登場する会
話や判断が出来る人型ロボットなどでイメージ
されるAIはこの汎用AIの1種と考えられる。汎
用 AIでは、事前に想定された条件からはずれ
た状況においても、ある程度は能力を応用して
問題を正しく処理できるとされているが、筆者
が知る限り実現には至っていない。
②　特化型 AI

　特化型 AIは、特定の分野・用途に限定して
性能を発揮する AIのことをさす。画像認識や
音声認識・自然言語処理など、さまざまな分野
において特化型 AIの研究が進んでおり、一部
では人間の判断能力を超える精度を達成してい
る。例えば囲碁やチェスにおいて AIがトップ
プレイヤーを打ち破るといった出来事は、記憶
に新しいであろう。

　近年、特化型 AIは目覚ましい性能向上を遂
げ、外観検査を含む多くの分野で関心を集めて
いる。本稿においても主に特化型 AIのトピッ
クについて取り上げる。

（2）機械学習
　特化型AI を実現するための現状の手法は、そ
のアプローチに応じて、ルールベースと機械学

習の2つに大別することが出来る。
①　ルールベース
　ルールベースとは、明示的に人間がルールを
与え、これに基づいて予測・識別する手法の総
称である。既に予測・識別のためのルールや判
断基準が確立している作業を自動化する場合な
どに適しているが、人間がルールを把握してい
ない事象、あるいは明確な判断基準を定義でき
ない事象に対する予測・識別の精度は低い。
②　機械学習
　機械学習とは、事前にデータの特徴を学習す
ることにより、予測・識別における人間の判断
基準を自動的に法則化する手法の総称である。
機械学習では、教師データとして人間の判断結
果を大量に用意し、コンピュータで同様の予測・
識別結果を得られるように学習する。データを
もとにコンピュータが判断のルールを学習する
ため、判断基準が明確でない事象の予測・識別
に対しても適用できる。データを十分に用意で
きる場合には、予測・識別を精度良く行うこと
ができるが、データが不十分な場合には性能を
発揮できない。また、学習で与えたデータから
大きく外れるデータに対しては、一般的に精度
が低下する。

（3）ディープラーニング
　ディープラーニングとは機械学習の1手法で
あり、生物の神経細胞のモデル化を目指した研
究に端を発したニューラルネットワークにより
予測・識別を行うものである。ニューラルネッ
トワークは、層（Layer）と呼ばれる演算処理モ
ジュールを組み合わせて構成される。入力から
出力へ層がー直線につながる単純な構造から枝
分かれや再帰構造をもつ複雑な構造まで、目的
とするタスクに応じてさまざまなニューラルネッ
トワーク構造が提案されている。大量のデータ
と豊富な計算資源が必要となるものの、近年の
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計算機の性能向上と並列化などによる計算効率
の向上に支えられ、活用が進んでいる。
　ディープラーニングが注目を集め始めたきっ
かけの1つが、2012年の画像認識の国際コンテ
スト ImageNet Large Scale Visual Recognition 

Challenge 2012（ILSVRC 2012）である。同コ
ンテストの分類部門において、画像の1000クラ
ス分類を競い、評価基準として上位5つの候補
クラスの中に正解クラスが含まれていない割合
であるTop5エラー率が使われた。このコンテス
トで、ディープラーニングを用いない機械学習
手法を用いたチームのTop5エラー率が26.2％以
上であったのに対し、ディープラーニングを利
用したチームは約16.4％のTop5エラー率を達成
した（1）。さらに2015年には、人間のTop5エラー
率といわれる5.1％（2）よりも低い4.94％という
数字を達成する（3）など、急速に研究が進んでい
る。2010年代以降、ディープラーニングは画像
分野以外の機械翻訳や対話プログラム、コン
ピュータ囲碁など様々な分野に応用され、進化
を続けている。
　ディープラーニングの研究が急速に広まった
理由の1つは、様々な分野の課題で得られた知
見が共有可能であり、応用可能性が高いためと
筆者は考えている。例えば、画像から工業製品
の欠陥を検出する課題と、手書き文字を認識す
る課題は、入力データが画像である点は共通し
ているが、まったく別の課題である。それにも
かかわらず入力データが画像データであるとい
う共通点があるために、どちらに対しても多く
の場合畳み込み層と呼ばれる層が有効に作用す
る。畳み込み層は、画像の局所的特徴を抽出す
ることが可能な層であり、学習によって決定さ
れたエッジ強調フィルタや平滑化フィルタなど
のフィルタ処理を行う。現在、画像データに対
する畳み込み層のように、データの種類や予測・
推定する内容に合わせて様々な「層」が研究・

提案されている。ディープラーニングはそれら
の層を組み合わせることで多種多様な課題に対
応が可能となるため、高い応用可能性を持つ。

3．AI による外観検査の現状

　本章では、外観検査の分野において AIに要
求されるタスクについて概説したのちに、AIを
外観検査に適用した当社の研究開発事例につい
て紹介する。

（1）外観検査におけるタスク
　外観検査において AIに要求されるタスクは、
画像分類、物体検出、領域分割（画像セグメン
テーション）の3つに大別できる。一般に後者ほ
ど精度や処理時間の観点での難易度が高く、ま
たアノテーション（4）作業のコストも大きくなる
ため、これらを考慮して AIで実現するタスク
を決定することが必要である。

①　画像分類
　画像分類は一枚の画像全体に対し、その画像
があらかじめ設定されたカテゴリの中のどのカ
テゴリに属するのかを判断するタスクである。
画像に写っている製品の中に不良品が含まれて
いるかどうかを判断することはこのタスクに相
当する。
　例として路面画像からのひび割れ検出に画像
分類を適用した場合、事前に「ひび割れあり」
「ひび割れなし」の2つのカテゴリを人間が設定
し、AIは図表2のように各画像がどちらに属す
るかを判断する。

②　物体検出
　物体検出は特定カテゴリの物体や部位が、画
像中のどの領域にあるのかを判断するタスクで
ある。例えば画像中から、特定の部品や欠陥箇所
の位置を特定することはこのタスクに相当する。
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　路面画像からのひび割れ検出に物体検出を適
用した場合、図表3のように AIはひび割れの存
在する矩形領域を検出する。

③　領域分割（画像セグメンテーション）
　領域分割は画像中の各画素に対して、写って
いる物体のカテゴリを推定するタスクである。
欠陥の位置だけでなく欠陥の形状まで推定する
必要がある場合にはこのタスクが必要になる。
ひび割れのように、欠陥のサイズや形状が多様
で、どこからどこまでがひとまとまりの欠陥な
のか明確でないようなものを検出する場合も、
領域分割が適していることが多い。

　路面画像からのひび割れ検出に領域分割を適
用した場合、図表4の青色で塗りつぶした領域
のように、AIはひび割れの位置を画素単位で検
出する。

（2）X線CT画像からの鋳巣の検出事例
　AIを外観検査に適用した当社での研究開発事
例の1つとして、精密工学会画像応用技術専門
委員会が主催する外観検査アルゴリズムコンテ
スト2019での、X線 CT画像からの鋳巣検出を
紹介する。
　鋳造製品の内部に発生する鋳巣とよばれる空
洞欠陥を、X線 CTによる撮影画像から検出す

図表2　路面のひび割れ検出に対する画像分類のイメージ図

図表3　路面のひび割れ検出に対する物体検出のイメージ図

（資料）Road Damage Dataset 2018（5）の画像を加工してみずほ情報総研作成（画像はクリエイティブ・コモンズ・ライセン
ス CC BY-SA4.0に従う）

（資料）Road Damage Dataset 2018（5）の画像を加工してみずほ情報総研作成（画像はクリエイティブ・コモンズ・ライセン
ス CC BY-SA4.0に従う）
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ることにより、鋳造製品内部の非破壊検査が可
能となる。鋳巣の位置や形状を正確に推定する
必要があるため、この課題は領域分割（画像セグ
メンテーション）に分類される。
　当社は、X線 CT画像から鋳巣を検出するた
めのディープラーニング手法として、新しい
ニューラルネットワーク構造を提案した（6）（7）。
このニューラルネットワークでは、画像の特徴
を抽出する層を分岐させたことにより、低解像

度と高解像度の双方の特徴抽出を行うことがで
きる。低解像度の特徴抽出構造により大域的な
つながりを、高解像度の特徴抽出構造により鋳
巣の詳細な形状を考慮することが可能となり、
このニューラルネットワークを用いることで、
図表5のように鋳巣の大域的な領域の連続性を
保ちつつ細かな形状の推定が可能となった。図
表5の入力画像の列は、X線 CTによる撮影画像
であり、明るい色の正方形部分が鋳造製品、内

図表4　路面のひび割れ検出に対する領域分割のイメージ図

（資料）Road Damage Dataset 2018（5）の画像を加工してみずほ情報総研作成（画像はクリエイティブ・コモンズ・ライセン
ス CC BY-SA4.0に従う）
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図表 5 入力画像と鋳巣領域の正解ラベル・推定ラベル 

 入力画像 正解ラベル 推定ラベル 

例 

1 

  

例 

2 

  
（資料）外観検査アルゴリズムコンテスト 2019 の検証用データを用いてみずほ情報総研作成 (各鋳巣の色付けはラン

ダムで行っているために、正解ラベルと推定ラベルの色は対応していない。) 

 
  

図表5　入力画像と鋳巣領域の正解ラベル・推定ラベル

（資料）外観検査アルゴリズムコンテスト2019の検証用データを用いてみずほ情報総研作成（各鋳巣の色付けはランダムで
行っているために、正解ラベルと推定ラベルの色は対応していない。）

図表4

AI
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部の色の濃い部分が鋳巣を表している。また正
解ラベルの列はコンテストで正解として提示さ
れた鋳巣領域を、推定ラベルの列は当社の手法
で推定した鋳巣領域を示している。正解ラベル
と推定ラベルにおいて、同じ色で塗られた鋳巣
は3次元的につながった空洞であることを表し
ているが、色はランダムに割り当てているため
に、正解ラベルと推定ラベルの色は対応してい
ない。
　この手法は、外観検査アルゴリズムコンテス
ト2019にて最高精度を達成し、最優秀賞を受賞
した。

4．AI による外観検査の普及拡大に向け
ての課題と期待される技術

　AIによる外観検査の実用化に際しては、現場
の状況に応じて、解決しなければならない課題
が数多く存在する。本章では、外観検査の実用
化において課題となることの多い、異常データ
不足と AIの推論根拠のブラックボックス化と
いう2つの課題について取り上げ、各課題を解
決できる可能性がある手法として関心が集まっ
ている技術について紹介する。

（1）半教師あり異常検知
　外観検査による異常検知においては、歩留ま
りが高く異常データを多く収集できない場合や、
発生し得るすべての異常パターンの収集が困難
な場合があり、異常データを大量かつ網羅的に
取得することが困難であることが多い。このよ
うなケースにおいて、正常データのみを学習さ
せて正常／異常データを判別する半教師あり（8）

異常検知（1クラス分類、良品学習）と呼ばれる
手法が考案されている。
　半教師あり異常検知手法の1つに、画像の次
元削減及び再構成を利用した方法がある。初め
に画像データの特徴を保持しつつデータの成分

数を減らす次元削減構造と、その次元削減した
データから元の画像を作成する再構成構造の２
つの構造を、正常データのみを用いた学習によ
り構築する。この２つの構造は、正常データが
元の画像に再構成されるように構築するため、
正常データの次元削減・再構成に特化した構造
となる。この次元削減・再構成構造に異常デー
タを入力すると、再構成前後で異常個所の画像
が変化して正常データに似た画像に再構成され
る傾向がある。これを利用し、再構成前後の差
分である再構成誤差を評価することで良品か不
良品かを判別するという仕組みである。
　当社においても、画像の次元削減及び再構成
構造に、Auto Encoder（9）やpix2pix（10）等、ディー
プラーニング手法を利用した場合の異常検知の
性能について検証を進めている。ここでは、画
像の次元削減及び再構成構造として pix2pixを
用いた場合の異常検知の検証事例（11）を紹介す
る。図表6に例示した電子基板を模した正常デー
タに対して pix2pixを用いて次元削減・再構成
構造を学習したところ、図表7に例示したシミ
状欠陥および糸くず状欠陥の2種類の異常デー
タに対し、正常な背景パターンはそのままに欠
陥部分のみが消えた再構成画像が得られた。図
表8にその1例を示す。この構造を利用し再構成
誤差の評価による判別を行ったところ、ROC-

AUC（12）がシミ状欠陥に対して0.934、糸くず状
欠陥に対して0.948を達成し、異なる傾向をもつ
2種類の異常に対してともに高い異常検出性能
が得られた。
　この事例では良品形状があまり複雑でない等、
限定的な条件下ではあるものの、実用化に向け
た今後の発展に期待が出来る技術と考えている。

（2）説明可能なAI
　機械学習手法を用いた AIの実用化に際して
の課題の1つに、AIが予測・識別した推論根拠
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が分からないという、推論根拠のブラックボッ
クス化があげられる。特に複雑な判断をおこな
えるディープラーニングではその傾向が強い。
実用においては、推論の根拠が説明できない手
法を使用することに対する抵抗感は強く、推論
の根拠が明確な手法が好まれることが多い。推
論の根拠を目に見える形で確認することができ
れば、不信を払しょくするだけでなく、精度向
上に向けた有用な情報になりうる。この課題を
解決するため、説明可能な AI（explainable AI、
XAI）と呼ばれる、推論根拠が説明可能な AIに
関してさまざまな研究が行われている。

　当社では、機械学習による胸部 X線画像の異
常検知の実用化に向けた共同研究を公立大学法
人福島県立医科大学とすすめており（13）、その中
で説明可能な AIについての検討も行っている。
この共同研究は、読影医の負担を軽減し、疑い
例に対する読影時間を今以上に確保することを
目的として、ディープラーニングを用いて X線
画像から肺がんの疑いがあるものを推定する取

図表6　電子基板を模した画像（正常データ）

（資料）みずほ情報総研作成

図表7　電子基板を模した画像（異常データ）

（資料）みずほ情報総研作成

図表8　異常データの再構成例

（資料）みずほ情報総研作成

図表6

正常データ

図表7

異常データ
(シミ状⽋陥)

異常データ
(⽷くず状⽋陥)

図表7

異常データ
(シミ状⽋陥)

異常データ
(⽷くず状⽋陥)



8

AI による外観検査

り組みである。福島県保健衛生協会から提供を
受けた853枚（正常401枚＋肺がん疑い452枚）の
胸部X線の画像データを教師データとして用い、
DenseNet（14）を改良したディープラーニング手
法により肺がん疑いを推定して、ROC-AUC（12）

0.80を達成した。この数値は、実用に向けては
まだ不十分な精度ではあるものの、同じくディー
プラーニング手法を用いて肺疾患の推定を試み
た Rajpurkarらの先行研究（15）における、（X線
画像での見え方が肺がんに近い）結節の検出精度
ROC-AUC 0.78に匹敵するものである。実用的
な精度の達成に向け、引き続きデータの拡充や
医学的知見の活用を予定している。
　この共同研究においては、Rajpurkarらの先
行研究（15）を参考に説明可能なAIの1手法である
CAM（Class Activation Mapping）を利用して
ディープラーニングの判断における注目領域の
可視化を試みた。
　図表9の左側の画像は、ChestX-ray14（16）にて
結節と分類されているデータであり、当社の試
行においても疾患の疑いがあると判定されたも
のである。読影医により疾患の疑いがあると判

断された領域を青丸で示した。同じ画像を入力
としてAIが判定の際に着目した領域をCAMに
より可視化した結果が図表9の右側の画像であ
る。青色部分は反応が弱い部分、赤色部分は反
応が強い部分である。肺の疾患の疑いがあると
読影医によって判断された箇所に AIが強く着
目していることが確認できる。ただし、AIの着
目範囲は読影医の判断箇所よりも広く、この差
異について、「AIの判断は不十分である」と捉
えるか、実は人間も無意識のうちに周囲の箇所
との比較により判定しているため「AIの判断は
十分である」と捉えるか、これ以上の考察は難
しい。
　実のところ CAMをはじめとする解釈可能な
AI手法は、推論根拠を少しでも可視化しようと
する試みとして高い注目を集めている一方で、
本当に正しく可視化できているのかに関しても
多くの手法で議論が続いており、課題は多い。
機械学習手法を理解するための足掛かりとなる
「これから」の技術として、説明可能な AIに対
する最先端の技術をキャッチアップし、検証を
続けることが必要だと筆者は考えている。

図表9　異常検知の可視化例

（資料）Rajpurkarらの先行研究（15）を参考に、ChestX-ray14（16）の画像を使用しみずほ情報総研作成

図表9
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5．おわりに

　本稿では、AIや機械学習、ディープラーニン
グについて概説した上で、AIによる外観検査の
現状および AIの普及拡大に向けて注目される
技術の一端について、当社での研究開発事例を
交えて紹介した。さまざまな分野で AIの活用
が広がっている一方で、寄せられる期待も広が
り、これまで以上の付加価値を持つ AIが求め
られている。
　With/Afterコロナの世界において、今後も外
観検査の自動化の需要は増加していくと考えら
れる。現状、AIの利用にあたっては、その課題
や特徴を「人間」が理解した上で、いかにツー
ルとして有効に活用するかを「人間」が見極め
ることが必要である。本稿が AI導入への理解
の一助になれば幸いである。
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